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Abstract. The rapid expansion of social networks has caused an increasing de-
mand for machine learning algorithms (e.g., classifiers) that can operate on
real-time data flows, such as message streams. The rapidly changing vocabu-
lary used in such streams makes it difficult to create adequate training sets,
and keeping them up-to-date is an even greater challenge. In this paper, we
propose a novel way to perform real-time classification on dynamic data stre-
ams. Our proposal involves the automatic generation of training sets using the
Expectation-Maximization approach in a set of messages composed of positive
and uncertain examples. In order to demonstrate that our solution is general,
we present two applications scenarios that use the proposed real-time classifier
to disambiguate named entities references and to perform sentiment analysis in
data streams. An assessment of the efficiency of this technique is presented. The
Observatório da Web project is currently running the proposed approach for
real-time disambiguation in its operation pipeline.

Resumo. A expansão das redes sociais tem levado a uma demanda crescente
por algoritmos de aprendizado de máquina (e.g., classificadores) que possam
ser usados em tempo real sobre fluxos de dados, tais como fluxos de mensa-
gens. A volatilidade do vocabulário usado nessas mensagens além de dificul-
tar a criação de conjuntos de treinamento adequados, torna sua atualização
um desafio ainda maior. Neste artigo, propomos uma nova estratégia para
classificação em tempo real de fluxo de dados dinâmico. Nossa proposta en-
volve a geração automática de conjuntos de treinamento usando a abordagem
Expectation-Maximization sobre um conjunto de mensagens composto de exem-
plos positivos e incertos. Para demonstrar que nossa solução é abrangente,
apresentamos duas aplicações que usam o classificador proposto para desam-
biguar referências a entidades nomeadas e para executar análise de sentimento
em fluxos de dados. Uma avaliação da eficiência de nossa proposta é apre-
sentada. O projeto Observatório da Web está atualmente executando a técnica
proposta para desambiguação em tempo real em seu ambiente de produção.

1. Introdução
Uma quantidade crescente de pessoas participa de redes sociais, emitindo comentários e
opiniões sobre os mais diversos assuntos da atualidade. Mensagens postadas em redes
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sociais, como o Twitter e o Facebook, têm sido usadas como indicadores de tendências,
opiniões e fontes de informação. No entanto, reconhecer e detectar essas tendências em
meio ao intenso fluxo de mensagens não é uma tarefa fácil. Assim, extrair e analisar
informações interessantes a partir de fluxos de mensagens tornou-se um tema de pesquisa
importante. Entendemos que cada indivı́duo que se manifesta em uma rede social se com-
porta como um sensor, de funcionamento intermitente, que produz mensagens destinadas
à interpretação de outros humanos ao invés de medições. Essas mensagens nem sempre
possuem estrutura sintática correta e são, tipicamente, muito curtas, inviabilizando es-
tratégias baseadas em processamento de linguagem natural para sua interpretação. Além
disso, esses fluxos são volumosos e contêm termos e expressões que mudam constante-
mente, dificultando o uso de estratégias de mineração de dados e aprendizado de máquina.

Nosso objetivo neste trabalho é buscar soluções para classificação em tempo real,
utilizando como entrada mensagens extraı́das de redes sociais (em especial, o Twit-
ter), as quais são postadas em fluxo contı́nuo. Nossa proposta é geral o suficiente para
apoiar a solução de problemas tais como análise de sentimento, detecção de tópicos e
desambiguação de entidades nomeadas. Diversos desafios surgem quando exploramos
este cenário em particular, entre eles: (i) o vocabulário das mensagens é extremamente
dinâmico, o que rapidamente torna obsoleto o conjunto de treinamento necessário para a
geração do classificador, e (ii) o classificador deve ser regerado continuamente, à medida
que o fluxo de dados chega. Sendo assim, a construção manual do conjunto de treina-
mento é inviável. Além disso, o classificador deve ser baseado em estruturas de dados
eficientes e incrementais, para que seja possı́vel mantê-lo constantemente atualizado.

Para a discussão que segue, definimos um fluxo contı́nuo de mensagens como S.
Tal fluxo de mensagens é composto por todas as mensagens postadas contendo pelo menos
um termo do conjunto de palavras chave pré-definidas, que denotamos por K. Deseja-se
rotular as mensagens de S como sendo positivas ou negativas, de acordo com o signifi-
cado atribuı́do pela aplicação. Por exemplo, caso a aplicação de interesse para o classifi-
cador seja análise de sentimentos, então as mensagens positivas são aquelas que trazem
opiniões positivas acerca de uma entidade considerada. Caso a aplicação de interesse seja
desambiguação de entidades, então as mensagens positivas são aquelas que referenciam
corretamente a entidade desejada. Dada a natureza das redes sociais e o padrão de pos-
tagem de mensagens, podemos supor a existência de conteúdo altamente correlacionado
com mensagens positivas. Por exemplo, perfis de certos indivı́duos são altamente corre-
lacionados com certas entidades (e.g., o perfil @OficialfFlu é altamente relacionado com
a entidade “Fluminense Football Club”). Analogamente, algumas hashtags são altamente
relacionadas com o conteúdo postado sobre uma entidade (e.g., #DilmaJá denota clara-
mente uma referência positiva à entidade em questão). No entanto, observamos que, em
geral, a proporção de mensagens em S que podem ser rotuladas como positivas através
desse artifı́cio é ı́nfima em relação ao universo de todas as mensagens. As mensagens
que não puderem ser rotuladas seguindo essa estratégia, serão alvo de nosso classifica-
dor. Denotamos o conjunto de mensagens em S rotuladas como positivas como sendo P
(Positive), e o restante das mensagens como sendo U (Unlabeled).

Periodicamente, acumulamos mensagens em P e em U . Em seguida, executamos
um método iterativo, chamado Expectation-Maximization Entropy Minimization, para ex-
trair mensagens positivas que estejam no conjuntoU . O método proposto, que será melhor



explicado nas proximas seções, define um corte individual para cada mensagem avali-
ada. Esse corte define se a mensagem deve ser considerada positiva ou não, através da
minimização da entropia nos conjuntos P e U . Uma vez terminado esse procedimento,
consideramos todas as mensagens não-rotuladas remanescentes como negativas. Final-
mente, usamos todas as mensagens rotuladas como treinamento para nosso classificador,
o qual é mantido atualizado incrementalmente. De forma a construir um sistema em
produção baseado no método proposto, utilizamos um pipeline composto por três estágios
(Figura 1). Esse pipeline recebe como entrada os conjuntos K e P e a saı́da é o conjunto
de mensagens S, todas classificadas. Utilizando esse pipeline, avaliamos o potencial de
nosso método de classificação em tempo real em aplicações de análise de sentimento e de
desambiguação de entidades sobre mensagens coletadas do Twitter.
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Figura 1. Representação do pipeline para classificação em tempo real.

2. Trabalhos Relacionados
Existe ampla pesquisa sobre classificação perante dados incertos. Incerteza pode
aparecer por consequência de erros de medição [Kao et al. 2010], dados incomple-
tos [Batista and Monard 2003], ou pela falta de dados negativos. Nesse último
caso, temos um cenário conhecido como Aprendizado-PU [Liu et al. 2003, Denis 1998,
Comité et al. 1999] ( positive and unlabeled learning), no qual um classificador é cons-
truı́do a partir de um conjunto de exemplos positivos P juntamente com dados não-
rotulados U (onde U pode ser composto tanto por exemplos positivos quanto negativos).
Desta forma, este trabalho pode ser considerado como uma instanciação do Aprendizado-
PU.

A maioria das abordagens para Aprendizado-PU utiliza uma estratégia de dois
passos [Li et al. 2009, Elkan and Noto 2008]: (1) identificar um conjunto de exem-
plos negativos; (2) construir um classificador utilizando a abordagem Expectation-
Maximization [Dempster et al. 1977, Liu et al. 2002] iterativamente. Alternativamente,
técnicas de Recuperação de Informação, como Rocchio [Rocchio 1971], também



podem ser utilizadas para extrair exemplos negativos do conjunto de dados não-
rotulados [Li and Liu 2003]. O método Biased-SVM [Liu et al. 2003] introduziu uma
nova abordagem para o primeiro passo, onde pondera-se cada exemplo utilizando uma
função de otimização linear.

Em alguns cenários, no entanto, o conjunto de exemplos positivos P pode ser
demasiadamente pequeno, tornando também desejável extrair uma quantidade adicional
de exemplos positivos dos dados não-rotulados U . Trabalhos recentes [Li et al. 2007,
Fung et al. 2006] exploram a extração de exemplos positivos de forma a aumen-
tar a acurácia de classificação. Um problema similar é a classificação de classe-
única [Schölkopf et al. 2001]. Nesse caso, contudo, os dados não-rotulados são ignorados
e informações importantes podem não ser utilizadas. Normalmente, essas propostas fa-
zem a estimativa de densidade para encontrar uma região em U que contenha a maioria
dos exemplos positivos disponı́veis.

Percebemos que as propostas existentes para realizar Aprendizado-PU não es-
calam quando o volume de dados não-rotulados aumenta. Dessa forma, propomos um
solução alternativa altamente incremental, que é capaz de processar dados em larga escala
rapidamente. Além disso, adotamos uma estratégia inovadora, que explora informação de
distribuição de dados em grão fino para melhorar a escolha de cortes usados para con-
verter ponderações numéricas em uma classe prevista, a qual faz parte do processo de
geração automática do conjunto de treinamento.

3. Classificação em Tempo Real de Dados em Fluxo Contı́nuo
Nesta seção apresentamos a formulação do problema de classificação em tempo real
de dados em fluxo contı́nuo. Em seguida discutiremos nossa solução, que envolve a
produção contı́nua e automática de treinamento, utilizando a abordagem Expectation-
Maximization. Finalmente, descrevemos o método proposto, o qual chamamos de
Expectation-Maximization Entropy Minimization (ou simplesmente EM2), que encontra
cortes individuais de forma a minimizar a entropia das partições P e U .

3.1. Formulação do Problema
Considerando um fluxo contı́nuo de mensagens postadas em redes sociais (e.g., Twitter), e
considerando {k1, k2 . . . , kn} ∈ K, palavras chave que delimitam o fluxo S, nossa tarefa
é monitorar S e prever se uma mensagem é positiva ou negativa de acordo com a aplicação
sendo considerada. Esta tarefa pode ser modelada como um problema de aprendizado su-
pervisionado. Neste caso, recebemos um conjunto de dados como entrada denominado
conjunto de treinamento e denotado por D. O conjunto de treinamento consiste de exem-
plos na forma < m, c >, onde m ∈ S é uma mensagem contendo pelo menos um termo
do conjunto de palavras chave K, e c ∈ {⊕,	} é uma variável binária que informa se a
mensagem é positiva ou negativa. O conjunto de treinamento é usado para produzir um
classificador que relaciona padrões textuais em m com o valor de c. O conjunto de teste é
denotado por T , e consiste de registros na forma < m, ? >, para os quais apenas se sabe
a mensagem m ∈ S. O classificador, portanto é usado para indicar quais mensagens em
T são positivas e quais são negativas.

No entanto, métodos supervisionados estão sujeitos ao gargalo de aquisição de
exemplos, uma vez que a criação de um conjunto de treinamento requer especialistas hu-
manos para rotular as mensagens em D manualmente. O custo associado a esse processo



de rotulação é inviável em um ambiente de fluxo contı́nuo de dados, dada a dinamicidade
do vocabulário e a rapidez do fluxo de dados. Contudo, na maioria dos casos, o custo
de adquirir uma quantidade limitada de exemplos positivos é potencialmente desprezı́vel.
Mais especificamente, em ambientes de mı́dia social, podemos utilizar perfis ou hashtags
previamente conhecidas por estarem altamente associadas a mensagens positivas, gerando
assim um conjunto inicial de algumas mensagens positivas P e muitas mensagens não-
rotuladas U (i.e., |U | � |P |). Nossa solução assume que a definição desses perfis e
hashtags é a única supervisão necessária para a geração do conjunto de treinamento, e
que o processo então pode ser repetido automaticamente daı́ em diante.

3.2. Abordagem Expectation-Maximization

Assumimos que vale a pena explorar os dados não-rotulados em U , considerando
que o custo de obter esses dados é desprezı́vel. O esforço computacional para reali-
zar o melhoramento dos dados em U será recompensado com um ganho na acurácia
da classificação. Dessa forma, para tirar vantagem de grandes volumes de da-
dos não-rotulados, propomos um novo método baseado na abordagem Expectation-
Maximization [Dempster et al. 1977] (ou simplesmente EM). Assumimos dois cenários:

• o conjunto de treinamento D contém dados incertos, ou seja, é composto por um
pequeno conjunto de exemplos verdadeiramente positivos P e um grande conjunto
de exemplos não-rotulados U .
• o conjunto de treinamento D contém dados incertos, ou seja, é composto de um

pequeno conjunto de exemplos provavelmente positivos P e um grande conjunto
de exemplos não-rotulados U .

Em ambos os cenários, exemplos não-rotulados são tratados inicialmente como
sendo exemplos negativos, de modo que o classificador possa ser construı́do a partir de
D = {P ∪ U}. No entanto, em ambos os cenários, D provavelmente contém falsos
negativos. Além disso, no segundo cenário, D pode também conter falsos positivos. O
método proposto utiliza um classificador que atribui a cada exemplo x ∈ D uma proba-
bilidade α(x,	), que denota a probabilidade de x ser um exemplo negativo. O método
itera executando um sequência de operações de transição de rótulo, de forma que, ao fim
do processo, é esperado que os rótulos convirjam para a configuração mais provável. No
primeiro cenário, apenas a operação de transição x	→⊕ é permitida, enquanto no segundo
cenário a operação x⊕→	 tambem é permitida. Em ambos os casos, uma questão crucial
que afeta a eficácia de nosso método é decidir quando uma transição de rótulo deve ser
realizada. Tipicamente, um corte αmin é utilizado, de forma que a operação x	→⊕ será
sempre executada se x for negativo e α(x,	) ≤ αmin. Analogamente, a operação x⊕→	

é sempre executada se x for positivo e α(x,	) > αmin.

Infelizmente, o valor ótimo para αmin não é conhecido previamente. Além disso,
determinar um corte ideal de maneira empı́rica utilizando procedimentos baseados em
validação cruzada não é uma opção viável, já que os dados disponı́veis são incertos. Por
outro lado, a distribuição dos dados em D pode fornecer dicas para a escolha do valor
de αmin. Em nosso método, ao invés de usar um único valor para αmin, que poderia ser
aplicado para todos os exemplos indiscriminadamente, usamos um corte αx

min para cada
exemplo x ∈ D. Ou seja, cada exemplo x ∈ D é usado como um filtro, que divide o
conjunto D em múltiplas projeções Dx, de forma que cada Dx consiste dos exemplos y ∈



D que compartilham termos com x [Veloso and Meira Jr. 2011]. Em seguida, exploramos
cada projeção Dx de forma a determinar valores mais significativos para cada corte αx

min.

As probabilidades α(x,	) são calculadas utilizando um classificador associativo.
Esse tipo de classificador produz um modelo de classificação a partir do conjunto de
treinamento, composto por regras da forma {X → c} que mapeam um conjunto de termos
X a uma classe c. A escolha por esse tipo de classificador é importante para garantir a
praticidade da solução, já que a enumeração das regras acontece de maneira incremental.
De fato, provamos que o processo é totalmente incremental, sem nenhuma replicação
de esforço computacional. Os teoremas que descrevem nossa prova não estão incluı́dos
aqui por falta de espaço. Em [Davis et al. 2012] está disponı́vel o conjunto completo de
teoremas, bem como uma melhor descrição do classificador associativo utlizado.
3.3. Melhor Corte Individual
O método proposto é chamado Expectation-Maximization Entropy Minimization (ou sim-
plesmente EM2). O método procura, para cada x ∈ D, o corte αx

min que minimiza a
entropia no espaço de probabilidades induzidas por Dx. Ou seja, dados os exemplos
{y1, y2, . . . , yn} ∈ Dx, o método EM2 primeiramente calcula α(yi,	) para todos yi ∈ Dx.
Em seguida, os valores para α(yi,	) são ordenados de maneira crescente. Idealmente,
existe um corte αx

min tal que:
• se α(yi,	) ≤ αx

min, então cyi = ⊕ (onde cyi é a classe associada ao exemplo yi)
• se α(yi,	) > αx

min, então cyi = 	
Uma vez calculado αx

min, ele pode ser utilizado para ativar a operação de
transição de rótulo x	→⊕, que será executada se x for negativo e α(x,	) ≤ αx

min.

Figura 2. Busca pelo corte que mi-
nimiza a entropia.

Análogamente, a operação x⊕→	 também
será realizada se x for positivo e α(x,	) >
αx
min. No entanto, existem casos mais

difı́ceis, nos quais não é possivel obter
uma perfeita separação no espaço de pro-
babilidades. Dessa forma, propomos uma
solução mais geral para calcular um corte
no espaço de probabilidades. A idéia ba-
sica é que qualquer valor de αx

min induz
duas partições no espaço de valores para
α(yi,	) (por exemplo, uma partição com
valores inferiores a αx

min e outro com va-
lores superiores a αx

min. O método EM2

procura atribuir um valor para αx
min que

minimiza a entropia média nessas duas
partições (Figura 2). O método EM2 con-
verge quando nenhuma operação de transição é realizada, e então o conjunto de treina-
mento está pronto e pode ser fornecido ao classificador.

4. Avaliação Empı́rica
Para avaliar nosso método de classificação de fluxo de dados, apresentamos dois cenários
de aplicação que usam fluxos de mensagens coletadas do Twitter. As mensagens abordam
temas que possuem um vocabulário altamente dinâmico, e portanto a geração automática
e contı́nua do conjunto de treinamento é muito importante.



4.1. Desambiguação de Entidades Nomeadas
Definimos nosso primeiro cenário de aplicação da seguinte forma. Dada uma entidade
denotada por e, especificamos um conjunto de palavras-chave K que podem ser usadas
para referenciar e. Dessa maneira, coletamos um fluxo S contendo mensagens que pos-
sivelmente fazem referência a e. Nosso objetivo é classificar cada mensagem t ∈ S de
modo que quando ct = ⊕, então t faz referência a e (caso contrário, ct = 	). Por exem-
plo, considerando a entidade “Clube Atlético Mineiro”, podemos definir o conjunto K =
{ “Atlético-MG”, “Atlético”, “Alvinegro”, “Galo”, “Atlético Mineiro” }. Uma mensa-
gem contendo, por exemplo, a palavra-chave “Galo”, necessariamente faz parte do fluxo
S, mas não necessariamente referencia a entidade “Clube Atlético Mineiro”. Ou seja,
as palavras-chave em K são ambı́guas, e ao classificarmos as respectivas mensagens em
ct = {	,⊕} estamos essencialmente removendo a ambiguidade dessas palavras.

Tabela 1. Resultados da Desambiguação de Entidades Nomeadas
EM2 Biased-SVM

AUC F-score tempo(seg) AUC F-score tempo(seg)
Fluminense Football Club 0.76 0.59 4.2 0.74 0.57 425.2
Sport Club Internacional 0.78 0.76 3.2 0.74 0.70 301.7
Sociedade Esportiva Palmeiras 0.79 0.67 2.4 0.74 0.57 253.1
São Paulo Football Club 0.87 0.84 1.3 0.84 0.81 122.8
Clube Atlético Mineiro 0.68 0.66 2.0 0.62 0.59 181.3
Cruzeiro Esporte Clube 0.80 0.74 2.1 0.68 0.65 208.1

Coletamos seis fluxos de mensagens, onde cada fluxo é composto por mensagens
contendo pelo menos uma palavra-chave previamente especificada. As palavras-chave
foram escohidas de forma a recuperar mensagens referentes a equipes do Campeonato
Brasileiro de Futebol. Sendo assim, cada fluxo é composto por mensagens que poten-
cialmente fazem referência a uma equipe. As mensagens foram coletadas de 21/11 a
21/12/2010, e cada fluxo contém cerca de 500 mil mensagens. Para cada fluxo, um
conjunto adicional de mil mensagens foi rotulado manualmente, no intuito de validar o
método EM2. Mais especificamente, o conjunto de treinamento é gerado automaticamente
utilizando as mensagens em S. Em seguida o conjunto de treinamento obtido é fornecido
ao classificador, o qual prevê as classes para o conjunto adicional de 1000 mensagens.
Testes de significancia foram executados (p < 0.05) e os melhores resultados, inclusives
empates estatı́sticos são mostrados em negrito. A Tabela 1 traz a efetividade obtida para
cada entidade considerada, comparando os resultados obtidos com o método Biased SVM
[Liu et al. 2003], que é o representante do estado da arte para esse tipo de dado. Para ava-
liar os resultados utilizamos métricas tradicionais como o F-Score e valores AUC. Para
cada conjunto positivo+não rotulado (PU) utilizado, escolhemos aleatoriamente x% de
exemplos positivos (P) para se tornarem não rotulados (U). Esse processo nos permite
controlar o nı́vel de incerteza do conjunto inicial. Para cada nı́vel temos uma combinação
diferente de taxas de falsos positivos e verdadeiros-positivos, assim, podemos traçar cur-
vas ROC e calcular a área sob elas (valores AUC).
4.2. Análise de Sentimento

Definimos nosso segundo cenário de aplicação da seguinte forma. Dada uma entidade
denotada por e e um fluxo de mensagens S que verdadeiramente fazem referência a e,
nosso objetivo é classificar cada mensagem em t ∈ S de modo que quando ct = ⊕, então
t tem conotação favoravel em relação a e (caso contrário, ct = 	). Uma singularidade



deste cenário de aplicação é que, além dos conjuntos P e U , também podemos obter um
terceiro conjunto N , o qual contém um número restrito de mensagens com conotação
negativa em relação a e. Por exemplo, a hashtag #DilmaJá acompanha mensagens de
conotação positiva em relação à entidade Dilma Rousseff, ao passo em que a hashtag
#DilmaNão acompanha mensagens de conotação negativa em relação à mesma entidade.

Desta forma, podemos aplicar duas instanciações de nosso método EM2: uma
instanciação nos conjuntos P e U , e outra nos conjuntos N e U . Ao final, podemos
combinar a saı́da das duas instanciações, de forma a escolher a previsão mais segura
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Figura 3. Análise de sentimento em
um fluxo de mensagens simulado

para cada mensagem t ∈ S, caso haja
discordância entre elas. Avaliamos nosso
método utilizando um fluxo de mensagens
referentes à candidata Dilma Rousseff, du-
rante as eleições presidenciais de 2010.
As mensagens foram coletadas de 11/03 a
30/10/2010, e o fluxo S resultante soma
cerca de 67 mil mensagens. O fluxo foi
dividido em 12 janelas contendo cerca de
6000 mensagens cada. Dessa forma, simu-
lamos um ambiente real de fluxo de men-
sagens, onde uma janela de mensagens Ji é
utilizada para geração do conjunto de trei-
namento, enquanto a janela Ji+1 é utili-
zada para avaliar as previsões realizadas pelo classificador. Os resultados (Figura 3) in-
dicam que a combinação da saı́da das duas instanciações tem desempenho ligeiramente
superior ao de cada uma em separado.

5. Sistema em Produção

Figura 4. Entidades ambı́guas.

O método EM2 foi implementado e trans-
formado em um sistema que encontra-se
atualmente em produção no projeto “Ob-
servatório da Web”1. O sistema realiza
a classificação de mensagens postadas em
tempo real, removendo a ambiguidade in-
trinseca das mensagens. A Figura 4 mostra
uma série de termos e sentenças que apa-
receram nas mensagens referentes a uma
partida de futebol. Analisando esses ter-
mos e sentenças, podemos perceber que
as mensagens consideradas foram devida-
mente desambiguadas, caso contrário seria
de se esperar sentenças não relacionadas
com a partida em questão.

Para avaliar nosso sistema, analisamos a acurácia da desambiguação da entidade
“Internacional Sport Club”, que é altamente ambı́gua (i.e., “internacional”, “inter”, etc.),
durante 10 dias de coleta (08/10 a 18/10/2011). Nossa avaliação leva em conta três

1http://observatorio.inweb.org.br



configurações diferentes, com o objetivo de investigar o efeito causado pelo intervalo
temporal entre as mensagens no conjunto de treinamento e as mensagens a serem desam-
biguadas. Na primeira configuração, o conjunto de treinamento é gerado usando todas as
mensagens coletadas durante uma hora qualquer hi, e avaliamos as previsões usando as
mensagens coletadas durante a hora imediatamente seguinte hi+1 (ou seja, as mensagens a
serem desambiguadas chegaram logo após as mensagens no conjunto de treinamento). Na
segunda configuração, um intervalo de uma hora é embutido, ou seja, o conjunto de trei-
namento contém mensagens que chegaram durante o perı́odo hi, enquanto as mensagens
a serem desambiguadas chegaram no perı́odo hi+2. Finalmente, na última configuração,
aumentamos o intervalo para 2 horas. A acurácia da classificação cai consistentemente
ao aumentarmos a diferença temporal entre as mensagens no conjunto de treinamento e
as mensagens a serem desambiguadas (Figura 5), indicando a necessidade de manter o
conjunto de treinamento sempre atualizado neste tipo de aplicação altamente dinâmica.

6. Conclusões e Trabalhos Futuros
Neste trabalho propomos um novo método para classificação em tempo
real de fluxos de dados, cenário comumente observado nas redes sociais.
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Figura 5. Acurácia média diária
para 10 dias de coleta.

Dois cenários de aplicação foram utiliza-
dos em nossa avaliação: desambiguação
de entidades e análise de sentimentos.
Nosso método alcança uma acurácia 12%
maior do que a acurácia obtida pelo ba-
seline, além de ser aproximadamente 100
vezes mais rápido. Em média, em ambos
os cenários de aplicação, a acurácia obtida
por nosso método foi de aproximadamente
70%, o que é aceitável, considerando que
nenhuma supervisão é necessária após o
inı́cio do processo. Nosso método foi im-
plementado como um sistema, tendo pa-
pel importante em um projeto mais amplo,
chamado “Observatório da Web”. Nosso
sistema vem sendo utilizado em diversos cenários de desambiguação de entidades: Cam-
peonato Brasileiro de Futebol, Liga de Futebol Americano, e Eleições Norte-Americanas.
Um dos benefı́cios oferecidos por nosso sistema de classificação em tempo real é a me-
lhora na precisão da coleta dos dados. Como trabalho futuro, pretendemos construir clas-
sificadores multi-rótulo, através da combinação de vários classificadores binários.
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